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Credibilitate 1


Noţiuni de teoria credibilităţii

1.
 Statistică Bayesiană

Un asigurator are un contract care se derulează pe mai mulţi ani. Sumele de bani plătite clienţilor au fost X1,X2,…,Xt. Ţinînd seama de această experienţă,  care ar fi cel mai bun principiu de calcul al primei de asigurare pentru anul t+1:??

Pentru asigurator, clientul este un risc, X. 

Problema ar fi : cum aş putea modifica prima de asigurare h(X) în aşa fel ca să ţin seama de experienţa anilor trecuţi?

Nefiind precis formulată, aceasta NU este o problemă matematică. 

O problemă oarecum mai abordabilă ar suna astfel: în teoria asigurărilor, media EX se numeşte premiul brut sau prima brută. La acesta se mai adaugă diverse sume care ar trebui să ţină seama de profit, de cheltuieli de regie precum şi de alte lucruri ce nu ţin de obiectul studiului nostru. 

În cursurile precedente am discutat diverse principii de calcul al primei. Toate plecau de la ipoteza cunoaşterii repartiţiei P(X-1 a riscului. În practică însă o asemenea presupunere nu este întotdeauna realistă.

O presupunere puţin mai realistă este că repartiţia P(X-1 a riscului aparţine unei clase de repartiţii depinzînd de un parametru necunoscut ( ( E. În cazul cel mai simplu cu putinţă, ar însemna că repartiţia P(X-1 = (( . De exemplu, putem crede că X ( Poisson(() sau X ( Binomial(n,p), sau X ( ea.. În primul caz am avea o familie depinzînd de un singur parametru, iar în al doilea de una depinzînd de doi parametri (căci ( = (n,p) !) 

Pentru a merge mai departe ar trebui găsit adevăratul (.  Dacă suntem dispuşi să credem că ( nu se modifică la rîndul lui în timp, am putea privi atunci experienţa acumulată X  =(X1,…,Xt) ca o selecţie de volum t dintr-o populaţie ((. Caz în care s-ar pune problema estimării lui (. 

Dacă ( ar fi unidimensional, am putea încerca să găsim intervale de încredere pentru (, cu un anume risc asumat (. Acesta este punctul de vedere al statisticii parametrice. Ea se foloseşte dacă dispunem de multe date.

În acest capitol vom folosi însă o altă abordare, şi anume cea Bayesiană. 


Ideea ei de bază este că , necunoscînd valoarea adevărată a lui (, e ca şi cum factorul de risc ( ar fi la rândul lui o variabilă aleatoare. O vom nota cu (. Deci ( : ( ( E . Desigur că apar unele probleme tehnice: va trebui ca spaţiul parametrilor E să fie organizat ca un spaţiu măsurabil (E,E). De obicei aceasta nu este o problemă, în cazurile clasice. De exemplu, în cazul repartiţiei Poisson sau exponenţiale E = (0,(); la binomială este N((0,1( care se organizează în mod natural ca spaţii măsurabile cu (-algebra mulţimilor boreliene B((0,()) în primele două cazuri sau cu P(N)(B((0,1() în al doilea.


Putem avea o idee despre repartiţia factorului de risc, o credinţă. Aceasta se numeşte repartiţia apriori a factorului de risc (. În limbaj matematic, repartiţia apriori este P((-1. În cele ce urmează ea va fi notată cu U. Deci U = P((-1. 

Dacă parametrul ( ia valoarea ( , atunci repartiţia selecţiei noastre X ar trebui să fie Q((). Acesta se numeşte modelul. Deci pentru fiecare ( ( E , Q(() este o repartiţie pe (t. Aceasta se numeşte repartiţia condiţionată a lui X ştiind că ( = (. 

Pe scurt o abordare Bayesiană înseamnă o repartiţie apriori a parametrului şi un model. Ideea este să obţinem din experienţă o ajustare a repartiţiei apriori, numită repartiţia aposteriori a parametrului (. 

Exemplu 1. Să presupunem că ( ( U((0,1() iar X ( Binomial(1,()t. Mai explicit, modelul este următorul: dacă adevărata valoare a lui ( ar fi ( = p ( (0,1( , atunci P(X1=(1,…,Xt = (t) ar trebui să fie pN(1,()(1-p)N(0,() unde N(1,() = ((1(j ( t ((j = 1(( iar N(0,() = ((1(j ( t ((j = 0(( = t – N(1,().  Cum afectează variabila aleatoare N(1) repartiţia iniţială a lui (?

Exemplul 1’.O generalizare. ( ( U(0,1) iar X ( Binomial(n,()t unde n este presupus cunoscut. Atunci P(X1=x1,…,Xt = xt) = 
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unde S = S(x) = x1 + … + xt . 

Vom accepta că repartiţia condiţionată Q(() satisface condiţia de măsurabilitate

(1.1)
Pentru orice B ( B((t) funcţia ( ( Q((,B) de la E la (0,1(  este E - măsurabilă
În acest caz Q este o probabilitate de trecere de la (E, E ) la ((t, B((t)). Reamintim unele lucruri de la cursul de probabilităţi. An III.

1. 
Dacă U este o probabilitate pe (E, E ) şi Q este o probabilitate de trecere de la E la un alt spaţiu măsurabil (F,F), atunci U (Q este o probabilitate pe spaţiul produs E(F care se defineşte prin relaţia

(1.2) U (Q(C) = 
[image: image3.wmf]òò

C

1

((,x)Q((,dx)dU(()

Prin 
[image: image4.wmf]ò

g

(x)Q((,dx) se notează  
[image: image5.wmf]ò

g

(x)dQ(()(x) ; a nu se uita că Q(() este o măsură pe (F,F)! Ca o consecinţă a formulei (1.2) avem regula de integrare

(1.3)

[image: image6.wmf]ò

f

d(U ( Q) = 
[image: image7.wmf]òò

f

((,x)Q((,dx)dU(()

valabilă pentru f : E(F ( ( măsurabilă din L1(U ( Q)

2.
Dacă  Q(() este repartiţia lui X în ipoteza că ( = (, atunci probabilitatea de trecere Q reprezintă repartiţia lui X condiţionată de variabila aleatoare (: Q =P(X-1(( .

Sensul afirmaţiei este că

(1.3) P(X ( B ( ( ) = Q((,B) (P- a.s.)

Conform definiţiei mediei condiţionate, aceasta înseamnă că 

(1.4)
 E(Q((, B)1A(()) = E(1B(X)1A(()) = P(X ( B, ( ( A) ( A ( E, B ( F. 

3.
Repartiţia vectorului ((,X) este U ( Q , adică P(((,X)-1 = U ( Q
Într-adevăr, avem P(((,X)-1(A ( B) = P(((,X) ( A ( B) = P(X ( B, ( ( A) = E(Q((,B)1A(()) = 
[image: image8.wmf]ò

Q

((,B)1A(()dP = 
[image: image9.wmf]ò

Q

((,B)1A(()dP((-1(() (formula de transport! ) = 
[image: image10.wmf]ò

Q

((,B)1A(()dU(() = 
[image: image11.wmf]òò

1

A(()1B(x)Q((,dx)dU(() = 
[image: image12.wmf]òò

1

A(B((,x)Q((,dx)dU(() = (U ( Q )(A ( B)  pentru orice A,B . În concluzie P(((,X)-1 = U ( Q. 

4. 
Repartiţia lui X este UQ unde produsul între repartiţia U şi probabilitatea de trecere Q se defineşte prin

(1.5)
UQ(B) = (U ( Q )(E ( B)   sau sub formă de integrala 
[image: image13.wmf]ò

f

d(UQ) = 
[image: image14.wmf]òò

f

(x)Q((,dx)dU(()

Acest lucru este evident din 3. : P(X-1(B) = P(((,X)-1(E ( B) = (U ( Q )(E ( B)  . Se mai spune că repartiţia lui X este o mixtură de repartiţii Q((). Motivul este următorul: dacă U este discretă, adică U = 
[image: image15.wmf]å
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(1.6)
P(X-1 = UQ  =  
[image: image17.wmf]å
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ceea ce reprezintă o combinaţie convexă de repartiţii Q((). 

În Exemplu 1., repartiţia lui X este U(0,1)Q unde Q(() = Binomial(1,()t. Deci

(1.7) P(X = () = 
[image: image18.wmf]ò
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(S(1-()t-Sd( = ((S + 1,t – S + 1)  unde ( ( Z2t iar S = N(1,()este definiţ în Exemplul 1. Funcţia ( este funcţia ( a lui Euler , ((m+1,n+1) =
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În Exemplul 1’ diferenţa este că X este U(0,1)Q unde Q(() = Binomial(n,()t deci

(1.7’)
 P(X = x)  = 
[image: image22.wmf]ò
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 EMBED Equation.3  [image: image23.wmf]S
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În teoria probabilităţilor , dacă P este o probabilitate pe un spaţiu produs E(F,  atunci probabilităţile P( prE-1 şi P( prF-1 se numesc repartiţiile marginale ale lui P sau, mai scurt, marginalele sale. Teorema de dezintegrare spune că, în condiţii destul de generale, orice repartiţie pe un spaţiu produs este de forma P = U ( Q unde U este marginala pe E iar Q este o probabilitate de trecere de la E la F. Condiţia în care este demonstrată teorema de dezintegrare este ca al doilea spaţiu, F, să fie standard Borel adică să existe o bijecţie bimăsurabilă între E şi o mulţime boreliană a lui (. Se ştie că orice (n este un spaţiu standard Borel. Mai general, orice spaţiu metrizabil separabil şi complet (aşa numitul spaţiu polonez) este un spaţiu standard Borel. În particular orice spaţiu măsurabil cel mult numărabil (E,P(E)) este standard Borel . 


Rezumînd cele de mai sus putem concluziona : într-un model Bayesian U este marginala pe spaţiul parametrilor a repartiţiei U (Q a vectorului ((,X) format din parametrul aleatoriu ( şi selecţia X , (o probabilitate pe (E((t)) modelul Q(() este repartiţia selecţiei condiţionată de valoarea pe care o ia parametrul,(o probabilitate de la E la (t) iar a doua marginală,cea de pe (t este UQ – repartiţia selecţiei X. Dacă, aşa cum se întîmplă în aplicaţii, ( este la rîndul lui un spaţiu standard Borel, teorema de dezintegrare o putem aplica şi marginalei a doua. Deci există o altă probabilitate de trecere Q* , de data aceasta de la (t la E astfel încît U = Q*(UQ) . Din punct de vedere probabilistic Q* reprezintă repartiţia lui ( condiţionată de eşantionul X . În jargonul Bayesian, Q* este repartiţia aposteriori a parametrului ( după observaţia X. Formal, probabilitatea de trecere Q* se numeşte conjugata lui Q. Dacă în loc să notăm repartiţia apriori cu U am nota-o cu U0, atunci o notaţie firească pentru Q* ar fi U1 (= U1(x) ).  Sensul ar fi că Q*(x,A) = P(( ( A ( X = x). 

În anumite condiţii, suficient de largi pentru statistică, există formule de calcul a repartiţiei aposteriori  Q*.

Să presupunem că repartiţia parametrului (, deci U , admite o densitate faţă de o măsură (-finită (. De asemenea, presupunem că şi repartiţia observaţiei X condiţionată de ( = ( este absolut continuă faţă o altă măsură (-finită (. Atunci se poate calcula repartiţia aposteriori a lui (.

PROPOZIŢIA 1.1. Presupunem că E este un spaţiu standard Borel. Atunci

(i).
U = u((, unde ( este o măsură (-finită pe E;

(ii).
Q(() = q(()(( unde ( este o măsură ( - finită pe (t
Atunci

(1.8)
P ( ((,X)-1 = f(,X ( (((() cu f(,X ((,x) = q((,x)u(()

(1.9) P ( X-1  = fX ( ( unde fX (x) = 
[image: image26.wmf]ò
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((,x)u(()d((()  = 
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f

(,X ((,x) d((()

(1.10) Q*(x) = q*(x)( (  unde q*(x,() = 
[image: image28.wmf]ò
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(De obicei q* se notează, mai sugestiv , f((X = x (() . Sensul : densitatea lui ( ştiind ca X a luat valoarea x ). Atunci (1.10) s-ar scrie, mai intuitiv, f((X = x (() = 
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Demonstraţie. 

În primul rînd să calculăm repartiţia vectorului ((,X). Fie h o funcţie măsurabilă mărginită. Atunci Eh((,X) = 
[image: image30.wmf]ò

h

((,x)dP(((,X)-1((,x) = 
[image: image31.wmf]ò

h

((,x)d(U ( Q)((,x) = 
[image: image32.wmf]òò

h

((,x)Q((,dx)dU(() = 
[image: image33.wmf]ò

ò

h

(

((,x)q((,x) d((x)) dU(() = 
[image: image34.wmf]ò

ò
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(

((,x)q((,x)d((x))u(()d((() = 
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h

((,x)q((,x)u(()d(((()((,x) = 
[image: image36.wmf]òò

h

f(,Xd(((() ceea ce demonstrează relaţia (1.8). 

Verificăm relaţia (1.9). Fie, la fel, h măsurabilă şi mărginită. Avem Eh(X) = 
[image: image37.wmf]ò

h

(x)dP((X)-1(x) = 
[image: image38.wmf]ò

h

(x)d(UQ)(x) = 
[image: image39.wmf]òò

h

(x)Q((,dx)dU(() = 
[image: image40.wmf]ò

ò

h

(

(x)q((,x) d((x)) dU(() = 
[image: image41.wmf]ò

ò

h

(

(x)q((,x)d((x))u(()d((() = 
[image: image42.wmf]ò
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h

q((,x)u(()d((()) d((x) (am aplicat teorema Fubini) .

In fine, să verificăm relaţia (1.10). Va trebui să demonstrăm că P(( ( A ( X) = 
[image: image43.wmf]ò

*

q

(x,()1A(()d((() pentru orice mulţime A ( E sau, ceea ce este acelaşi lucru, că pentru orice funcţie h : E ( ( măsurabilă şi mărginită este adevărată relaţia

(1.11)
E(h(()(X) = 
[image: image44.wmf]ò

*

q

(X,()h(()d((()
(relaţia iniţială de verificat corespundea funcţiei h = 1A !) .

Să notăm cu g(X) funcţia din membrul drept al egalităţii (1.11).  Deci vrem să verificăm egalitatea

(1.12)
E(h(()(X) = g(X)

ceea ce este echivalentă cu

a. Funcţia g(X) este X-1(B((t)) – măsurabilă (evident, deoarece g : (t ( ( este măsurabilă, teorema Tonelli!) şi

b. Pentru orice B ( B((t) este valabilă egalitatea

(1.12)
E(g(X) 1B(X)) = E(h(()1B(X))

Vom demonstra că este valabilă egalitatea

(1.13)
E(g(X)((X)) = E(h(()((X))

pentru orice funcţie ( : (t ( ( măsurabilă mărginită; aceasta va implica în mod evident (1.12) deoarece putem lua ( = 1B .

Avem E(g(X)((X)) = 
[image: image45.wmf]ò

g

(x)((x)dP(X-1 (x) (formula de transport) = 
[image: image46.wmf]ò

g

(x)((x)fX(x) d( (x) = 
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g

(x)((x)( 
[image: image48.wmf]ò

q

((,x)u(() d((()) d( (x) (din (1.9))  =
[image: image49.wmf]ò
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 EMBED Equation.3  [image: image50.wmf]ò
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(x,()h(()d((())((x)(
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q

((,x)u(() d((())d( (x) (din (1.10) 

=
[image: image55.wmf]ò
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q

((,x)u(() d((() = 
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Pe de altă parte 

E(h(()((X)) = 
[image: image60.wmf]ò

h(()((x) dP(((,X)-1 ((,x) =  
[image: image61.wmf]ò

h(()((x)f(,X ((,x) d(((()((,x) 

=  
[image: image62.wmf]ò

h(()((x) q((,x)u(()d(((()((,x)  (din 1.8) 

deci am verificat egalitatea (1.13). (
Continuare la Exemplele 1. şi 1’. 

Cu notaţiile standardizate de mai sus avem

- 
La Exemplul 1.:  E = (0,1(, ( = U(0,1), u(() = 1, ( = Card(Z2t) este măsura cardinal pe Z2t, densitatea q(() a repartiţiei condiţionate Q(() este q((,x) = (S(1-()t-S 

unde S  = S(x) =((1(j ( t (xj = 1((= x1 +…+ xt . 

Atunci 

-
f(,X ((,x) = (S(1-()t-S1(0,1)(()

-
fX (x) = 
[image: image63.wmf]ò

q

((,x)u(()d((()  = ((S+1,t-S+1) = 
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q*(x,() = f((X = x (() = 
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Deci repartiţia aposteriori a parametrului ( este o repartiţie (S+1,t-S+1 .

Interpretarea: în urma unei experiment în care au apărut M de 1 şi N de 0 şi în care apriori nu aveam nici o idee preconceputa asupra lui p credinţa noastră asupra parametrului ( ar trebui să fie dată de densitatea aposteriori u1(() = (M+1,N+1 ((). 

-
La Exemplul 1’.:  E, (, u sunt aceiaşi, dar ( = Card(Znt); 

· q((,x) = C(x,) (S(1-()t-S cu C(x) = 
[image: image66.wmf]t
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· f(,X ((,x) = C(x) (S(1-()t-S1(0,1)(()

· fX (x) = 
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(vezi (1.7’)

· q*(x,() = f((X = x (() = 
[image: image68.wmf])
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(S(1-()nt-S  deci repartiţia aposteriori a parametrului ( este (S+1, nt-S+1.  
Observaţie.
Dar dacă aveam o idee preconcepută? De exemplu, dacă am fi crezut că p = (? Atunci statistica Bayesiană nu ne-ar fi de nici un folos. Să presupunem că noi avem o credinţă apriori că (, parametrul nostru are repartiţia ( ( 
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. Atunci Q ar fi devenit o matrice stocastică cu n linii şi 2t coloane: Q((j,x) = (jM(x)(1-(j)t-M(x) . Cu notaţiile din Propoziţia 1.1 am avea E =((1,…,(n( ( (0,1(, ( = Card(E) , u((j) = pj, ( = Card(Z2t), f(,X ((,x) = (jM(x)(1-(j)t-M(x))pj iar

(1.14)

  f((X = x ((j) =
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În cazul particular în care n = 1 (deci credem orbeşte că ( = (1) atunci suma de la numitorul din (1.14) coincide cu numărătorul, deci  f((X = x ((1) = 1. Ceea ce înseamnă că indiferent ce ne spune experienţa, vom continua a crede că ( = (1 ! 

O explicaţie este că experienţa niciodata nu creează noi posibilităţi explicative, cel mult poate anula unele din ele – sau să le facă mai neverosimile.

Exemplu 2.   Un asigurator are în perspectivă un contract format din riscuri repartizate binomial. El ştie că  Xr ( Binomial(N, (), dar nu ştie nici pe N , nici pe (. De exemplu Xr pot fi piesele rebutate dintr-un lot de N piese.  Mai ştie că în decursul derulării contractului aceşti parametri nu se schimbă. Pentru a avea o idee ce primă de asigurare să ceară, are la dispoziţie un istoric al numărului de rebuturi X1,…,Xn. Experienţa anterioară îl face să creadă că că N  şi ( sunt independente şi că N ( 
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iar ( ( ((( unde (:(0,1( ( (0,()  este o densitate . Dacă nu are nici o idee despre p- lucru destul de neverosimil -  va lua ( = 1(0,1)

Deci

E = N((0,1(, ( = (N,() , 

( = CardN((, 

( = (n,p), u(n,p) = (n((p) , (repartiţia apriori)

q(() = q(N,() = Binomial(N,()t (acesta este modelul propriu zis!)

f(,X ((,x) = (n((p)C(x , ()pS(1-p)tn-S  cu C(x , () =C(x,n) = 
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Repartiţia lui X este o mixtură de binomiale. Putem scrie

(1.15)

 f(,X ((,x) = ((p)(nC(x , ()ptM(x)(1-p)t(n - M(x)) unde M(x)  este media aritmetică a primelor t observaţii, tM(x) = x1 + … + xt . Fie x* = max (x1,…,xt). Observînd că n ( x* ( C(x,n) = 0 şi înlocuind, obţinem din (1.9) că

(1.16)

fX (x) = 
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(dacă ( ( U(0,1) atunci fX (x) =
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(1.17)

f((X = x (n,p) =  
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(dacă ( ( U(0,1) atunci f((X = x (n,p) =  
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Observăm ceva de bun simţ, pentru care nu avem nevoie de multă ştiinţă de carte: dacă n ( x*, atunci din (1.17),  f((X = x (n,p) = 0. Nu o să considerăm posibil ca N să ia valori mai mici decât x*! 


Dacă (:E ( ( este o funcţie măsurabilă, variabila aleatoare E(((()(X) se numeşte în limbaj bayesian estimatorul Bayesian cu cele mai mici pătrate al lui (((). 


Propoziţia 1.1. are drept corolar o formulă de calcul pentru E(((()(X)

PROPOZIŢIA 1.2. Avem

(1.18)

E(((()(X) = 
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Demonstraţie. Ştim că repartiţia lui ( condiţionată de X este Q*(X) = q*(X)(( . Ca atare, din formula de transport E(((()(X) = 
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Să presupunem că variabilele aleatoare  Xr sunt toate identic repartizate pentru fiecare valoare posibilă a parametrului ( , numit factor de risc. Fie

(*)
 ((() = E(Xr(() 

premiul brut de asigurare. Aceasta este cea mai bună aproximare pe care o putem face pentru Xr în sensul celor mai mici pătrate. În cele ce urmează nu vom modifica notaţia: ((() va avea mereu aceeaşi semnificaţie.


Sensul precis este că dintre toate funcţiile ((() cu care am dori să aproximăm pe Xr în sendul L2, cea pentru care distanţa este minimă este (((). 

De altfel este imediat: ‖Xr - ((()‖22 = E(Xr - ((())2 = E(E(Xr - ((())2(()) = E(E(U+V)2(()) (unde am notat U = Xr - ((() şi V = ((() - (((); este important că V este ( - măsurabilă) = E(E(U2(() + 2VE(U(() + V2) = EU2  + EV2 (căci E(U(() = E(Xr(() - ((() = 0!) = ‖Xr - ((()‖22 + ‖((() - ((()‖22 ( ‖Xr - ((()‖22 . O reamintire a principiului învăţat în anul III conform căruia media condiţionată este proiectorul ortogonal pe L2.

 
Ceea ce ne interesează în actuariat este mărimea 

(**)

E(((()(X)  notată cu g(X) .

Este mai puţin evident că, în anumite ipoteze, g(X) este şi cea mai bună aproximare pe care o putem face asupra premiului brut de asigurare viitor (adică pentru Xt+1 ) ţinînd seama de modelul nostru bayesian şi de experienţa acumulată, X. Într-adevăr, 


LEMA 1.3. Fie X: ( ( F ,Y : ( ( K  ,(: ( ( E  trei variabile aleatoare cu valori în trei spaţii măsurabile (F,F), (K,G), (E,E) . Fie f:K ( (  ,g: E ( ( , h :F ( ( trei funcţii măsurabile şi mărginite. Presupunem că X şi Y sunt condiţionat independente fiind dat  (, adică

(1.19)

P(X ( B,Y ( C ( () = P(X ( B(()P(Y ( C ( () ( B ( F , C ( G 

 Atunci 

(1.20)

E(f(Y)g(()h(X)) =   E(E(f(Y)(()g(()h(X))


Demonstraţie.  Relaţia (1.19) se mai scrie şi sub forma

(1.21)

E(1B(X)1C(Y)( () = E(1B(X)(()E(1C(Y) ( () ( B ( F , C ( G
Prin linearitate, relaţia (1.21) se extinde la funcţii simple (,(. Deci 

(1.22)

E(((X)((Y)(() = E(((X)(()E(((Y)( () ( (,( simple

Folosind argumente standard (Beppo-Levi, etc) relaţia (1.22) este valabilă pentru orice funcţii f ,h mărginite şi măsurabile. În concluzie

(1.23)                 E(h(X)f(Y)(() = E(h(X)(()E(f(Y)( ()

Dar (1.20) este o consecinţă imediată a lui (1.23). Într-adevăr, 

E(f(Y)g(()h(X)) = E( E(f(Y)g(()h(X)(( )) = E(g(()E(f(Y) h(X)(( )) =  E(g(()E(f(Y)(()E(h(X)(()) (din (1..23)) = E(E(E(f(Y)(() g(()h(X) (()) (funcţiile (-măsurabile se comportă precum constantele) = E(E(f(Y)(() g(()h(X)).(

PROPOZIŢIA 1.4.În condiţiile din Lema 1.3 avem

(1.24) E(f(Y)((,X) = E(f(Y)(()

În consecinţă

(1.25)
E(f(Y)(X) = E(E(f(Y)(()(X)


Demonstraţie. Ţinînd cont de faptul că membrul drept din (1.24) este o funcţie măsurabilă faţă de (((,X) rezultă că mai trebuie verificat numai că pentru orice C ( E(F se verifică relaţia 

(1.25) E(E(f(Y)(()1C((,X)) = E(f(Y)1C((,X))

care se verifică printr-un raţionament standard: dacă C = A (B, este o consecinţă imediată a relaţiei (1.20) ; mulţimile C cu proprietatea (1.25) formează un ( sistem; conţinînd dreptunghiurile, toate mulţimile din  E(F  o satisfac.


Relaţia (1.25) este consecinţă imediată a lui (1.24): într-adevăr, 

 E(f(Y)(X) = E(E(f(Y)((,X)(X)  = E(E(f(Y)(()(X) ( 

Corolar 1.5. Presupunem că observaţiile Xr sunt condiţionat independente fiind dat (. Atunci  E(Xt+1 ( X1,…,Xt) = E(((()(X1,…,Xt) = g(X)

Demonstraţie. Este de fapt relaţia (1.25) unde în loc de Y avem Xt+1 iar în loc de X avem vectorul X = (Xr)1(r(t . (

Principial, g(X) se poate calcula, dacă ştim repartiţia lui ( condiţionată de X .

 O ipoteză destul de optimistă. 

În Exemplul 1’ – deci şi în exemplul 1 – cunoaştem această repartiţie: este (S+1, nt+1-S . Cum Xr sunt binomiale condiţionat de ( )adică P(Xr = j(() = Binomial(n,()((j() – rezultă că ((() = n(. Atunci g(X) = E(n((X) = nE(((X) . Dar media unei variabile aleatoare Y ( (m,n este 
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de unde obţinem estimatorul bayesian pentru Xt+1 (premiul brut) ca fiind

(1.26) g(X) = 
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Să notăm cu M = S/t media aritmetică a observaţiilor ( se ştie că M este un estimator nedeplasat şi eficient pentru EXr în ipoteza că variabilele sunt i.i.d, ceea ce nu este cazul!). Vom nota de asemenea  în mod consecvent 

(***)
m = EXr = E(E(Xr(()) = E(n() = n(/2 

(căci am acceptat că ( ( U(0,1)). Cu aceste pregătiri  putem scrie (1.26) sub forma 

(1.27) g(X) = zM + (1-z)m 

unde z = 
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+

nt

nt



Observaţie. Relaţia (1.27) este foarte atractivă:  este simplă şi admite o interpretare intuitivă: cel mai bine este să prezicem viitorul sub forma unei mixturi între ideile noastre anterioare ( = m) şi experienţă ( = M). Coeficientul z ne arată ponderea experienţei. Dacă t ( (, z ( 1, adică e mai bine să ne bazăm pe experienţă. Dacă t este mic, atunci este bine de luat în calcul şi modelul nostru  teoretic. 


Se pune întrebarea : nu cumva mereu g(X) este cuprins între m şi M ? 

Vom da un exemplu că nu este aşa.


Exemplul 3.. Să presupunem că ( ( U(0,1)  şi că variabilele aleatoare Xr sunt repartizate U((,(+1) Presupunem de asemenea că ele sunt condiţionat independente dacă se ştie (. Deci

E = (0,1(, ( = (, u(() = 1(0,1)(() (repartiţia apriori)

Q(() = U((,(+1)t (acesta este modelul propriu zis!)

f(,X ((,x) = 1((,(+1)(x1) 1((,(+1)(x2)… 1((,(+1)(xt) 1(0,1)(() = 1A(x)(() unde 


A(x) = (x1-1,x1) ( (x2-1,x2) ( …( (xt-1,xt) ( (0,1) = (x*-1,x*) ( (0,1) unde

 x* = x1(x2(…(xt , x* = x1(x2(…(xt 


fX (x) = ((A(x)) = ((x*(1) – (x*-1)+)+ 


f((X = x (() = 1A(x)/fX(x) , deci repartiţia lui ( condiţionată de X este U(A(x))


Apoi ((() = E(Xr(() = ( + ½   (media unei uniforme pe (a,b) este mijlocul intervalului (a+b)/2 ; în cazul nostru a = ( şi b = (+1!) deci g(X) = E(((X) + ½  = ((x*(1) + (x*-1)+)/2 + ½  (căci şi repartiţia lui ( condiţionată de X este o uniformă! ) . În concluzie

(1.28) g(X) = 
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 Pe de altă parte m = EX1 = E((() = ½ + ½ = 1. Se poate ca g(X) să nu fie între m şi M: de exemplu, dacă t = 3, x = (1.1; 1.2; 1.9) atunci M = (1.1+ 1.2 + 1.9)/3 = 1.4 (  g(x) = (1 + 1.9)/2 = 1.45. 

2.
 Modelul de credibilitate Bűhlmann


Fie X o selecţie de volum t . Variabila aleatoare Xr , 1 ( r ( t reprezintă suma pe care asiguratorul a  plătit-o în anul r. Bănuim că repartiţia acestei variabile depinde de un factor de risc, ( asupra căruia avem o credinţă – adică o repartiţie apriori U = u ( (


Definiţie. Vom numi contract un vector ((,X)  unde P((-1 = U şi X = (X1,…,Xt) reprezintă variabile aleatoare din L2 interpretate fiind ca o istorie a plăţilor făcute de asigurator la momentele de timp 1,2,…,t.

Fie (r(() = E(Xr (()

Ceea ce ne interesează este să dăm o predicţie asupra plăţii viitoare Xt+1 . Istoria plăţilor până în prezent (momentul t) este X. 

Ca de obicei, dacă nu facem unele ipoteze suplimentare, nu vom putea spune nimic în acest sens.

Vom face ipoteza că pentru fiecare valoare a factorului de risc ( , variabilele aleatoare (Xr)1 ( r ( t  sunt independente şi identic repartizate. Atunci şi variabilele (r(() vor coincide. Le vom nota cu ((().

În aceste condiţii ştim (Corolar 1.5) că E(Xt+1 ( X1,…,Xt) = E(((()(X1,…,Xt) = g(X) 

Aceasta este ipoteza independenţei condiţionate. 

Scrisă precis, cu notaţiile din paragraful anterior, ea devie

(2.1)
Q(() = F(()(t


adică

(2.2)
P(X1 ( B1,….,Xt ( Bt (() = P(X1 ( B1(()…P(Xt ( Bt(() 

= F((,B1)….F((,Bt) ( Br ( B((), 1 ( r ( t 


Am văzut că semnificaţia lui g(X) (estimatorul Bayesian exact) este următoarea : dacă notăm cu L mulţimea funcţiilor h: (t ( ( care sunt măsurabile şi au proprietatea că h(X) ( L2((,K ,P) atunci 

(2.3)
║Xt+1 – g(X)║2 = min ( ║Xt+1 – h(X)║2 ( h ( L (
adică 

(2.4)
E(Xt+1 – g(X))2 = min ( E(Xt+1 – h(X))2 ( h ( L (

Cu alte cuvinte g minimizează distanţa pătratică între Xt+1 şi h(X). 


Problema este că în cele mai multe modele realiste g este necalculabil.


Buhlmann a avut ideea să facă un compromis: să caute funcţia h afină care să minimizeze membrul drept din (2.4). Cu alte cuvinte să caute h de forma h(x) = c0 + (c, x( astfel ca E(Xt+1 – h(X))2 să fie minim.


Să considerăm funcţia (:(((t ( ( dată de 

(2.5) h(c0, c) = E(Xt+1 – c0 – c1X1 – c2X2 - … - ctXt)2
Problema de optimizat devine

(2.6) Găsiţi c0, c ca h(c0,c) = minim

De data aceasta problema este simplă. Este vorba de a găsi minimul unei forme pătratice convexe. Fiind strict convexă, are optim unic.

Derivăm h după c0 şi punem condiţia ca derivata să se anuleze. Găsim 

(2.7) -2E(Xt+1 – c0 – c1X1 – c2X2 - … - ctXt) = 0 

(am derivat sub integrală, deoarece putem aplica criteriul lui Lebesgue de dominare: variabilele noastre sunt în L2. Rezultă 

(2.8)
c0 = E(Xt+1 – c1X1 – c2X2 - … - ctXt).

 Dar variabilele aleatoare Xr , fiind condiţionat identic repartizate, sunt şi identic repartizate. Media lor se va nota, ca şi în primul capitol, cu m = EXr = E(((). Înlocuind în (2.7) EXr cu m rezultă 

(2.9) c0 = m(1- c1- c2 - … - ct)

Înlocuind în (2.5) găsim că avem de optimizat funcţia

(2.10)
((c) = E(Xt+1 – m – c1( X1- m)  – c2(X2 –m) - … - ct( Xt- m ))2
Să notăm cu Yr variabilele aleatoare centrate Yr = Xr – m. Atunci funcţia (convexă!) de optimizat devine

(2.10) ((c) = E(Yt+1 – c1 Y1 – c2Y2 -  … - ct Yt)2
Gradientul ei este 

(2.11) Grad ( (c ) = (-2E(Yr(Yt+1 – c1 Y1 – c2Y2 -  … - ct Yt)))1 ( r ( t.

Ecuaţia Grad ( (c) = 0 devine

(2.12)
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=

t

j

j

c

1

E(YrYj) = E(YrYt+1)


Pe de altă parte, dacă j ( r variabilele aleatoare Yj şi Yr sunt condiţionat independente deci

(2.13)

 E(YrYj) = E(E(YrYj(()) = E(E(Yr(()E(Yj(()) 

Dar E(Yj(() = E(Xj-m(() = E(Xj(() – m = ((() – m = ((() - E((() de unde 

(2.14) r ( j ( E(YjYr) = Var ((()

Vom nota Var ((() cu a.
Dacă însă r = j atunci E(YrYj) = E(Yr2) = E(E(Yr2(()) = E(E(Xr-m)2(()) = E(E((Xr-E(Xr(()+(E(Xr(() - m)(2(()) = E(E((Xr-((())+(((() - m)(2(()) = E(E((Xr-((()(2(()) + 2E((Xr-((()((((()-m((() + E(((() - m)(2) = E(Var(Xr(()) + 2E((Xr-((()((()(((()-m() + Var ((() = s2 + 0 + a = a + s2.


Am notat E(Var(Xr(()) cu s2. Cum variabilele aleatoare Xr sunt identic repartizate, notaţia este corectă . Altfel ar fi trebuit să punem sr în loc de s. În concluzie

(2.15) E(YjYr) = a + (j,rs2  ( j,r ( (1,…,t(
Înlocuind în (2.12) găsim sistemul 

(2.16)


[image: image88.wmf]å

=

t

j

j

c

1
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care se rezolvă foarte simplu. Adunînd toate ecuaţiile rezultă (ta + s2)(c1 + … + ct) = ta  de unde suma  coeficienţilor S = c1 + … + ct = 
[image: image89.wmf]2
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. Cum sistemul se mai scrie crs2 + aS = a , urmează că 

(2.16) c1 = c2 =  … = ct = 
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Concluzia finală este 

TEOREMA 2.1. Dacă variabilelele aleatoare (Xr)r ( 1  sunt din L2 şi i.i.d. condiţionat de ( , atunci estimatorul liniar optim h(X) are forma

(2.17) h(X) = (1-z)m +  zM 

unde 

(2.18)



Demonstraţie.Din (2.9) şi (2.16) rezultă imediat că

h(X) =  m(1- c1- c2 - … - ct) + (c, X(  = m(1 - 
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(X1 + …+ Xt) = m(1-z) + zM . Amintim notaţia din capitolul precedent:  M este  media aritmetică a observaţiilor.

DEFINIŢIE. Numărul z se numeşte coeficientul de credibilitate al lui Buhlmann.  

El nu este o statistică , deoarece depinde de trei parametri neobservabili: a = Var (((); m = E((() şi s2 = E(Var(Xr(()). 

Uneori se poate întîmpla să coincidă ca h(X) să coincidă cu g(X) – adică estimatorul liniar optim să fie chiar estimatorul bayesian optim. 

În lecţia următoare ne vom preocupa de estimarea celor trei parametri .
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