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3. Modelul clasic de credibilitate al lui Bühlmann

Am văzut în lecţia anterioară că , în anumite ipoteze, o aproximare a modului în care experienţa afectează credinţa noastră asupra primei brute a unui contract de asigurare C =((, X) este 

(3.1)
h(X) = (1- z)m + zM
unde m este prima brută teoretică EXr = E((() cu ((() = E(Xr(() , M = 
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 este media istorică a plăţilor iar z este factorul de credibilitate Bühlmann, calculat după formula

(3.2)
z = 
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unde

(3.3) a = Var(((()) = E(2(() – E2((() = E(2(() – m2
iar

(3.4) s2 = E(Var(Xr(()) = E(Xr2 - (2(()) = EXr2 - E(2(()

Problema este că h nu este o statistică, adică nu depinde numai de rezultatele observaţiilor. Mai depinde de modelul Bayesian acceptat de asigurator.

Pentru a fi aplicabil, ar fi de dorit ca cei trei parametri de care depinde (1.1) – adică m,a şi s2 să poată fi estimaţi din observaţii. 

Ideea lui Bühlmann a fost să se apeleze la contracte independente.

Presupunem că 

-     a.  Dispunem de k contracte independente (Cj)1 ( j ( k în care factorii de risc (j sunt identic repartizaţi. Notăm Cj  = ((j , Xj) . Presupunem în prima etapă că toate contractele pe care ne bazăm au aceeaşi întindere în timp, deci Xj = (Xj,1, Xj,2, …, Xj,t). Vom nota cu X matricea (Xj)1(j(k
· b. Repartiţia P((j-1 = u ( (  nu depinde de j. 

-      c. Modelul este acelaşi în cadrul fiecărui contract. Mai mult, presupunem că, la fel ca în cursurile anterioare, în cadrul fiecărui contract variabilele Xj,r sunt condiţionat independente şi identic repartizate. 


În aceste condiţii toate variabilele aleatoare (Xj,r)1(j(k , 1 ( r ( t vor fi identic repartizate. Mai mult, vectorii Xj vor fi identic repartizaţi, deoarece P(Xj-1 = UQt unde Q(() este repartiţia lui X1,1 condiţionată de (. 


Să notăm cu 
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estimatorul Bayesian liniar optim al variabilei aleatoare (((j) dat de observaţiile X = (Xj,r)j,r . Mai precis,  
[image: image4.wmf]8

7

6

)

(

j

Q

m

 este o funcţie hj(X) de forma 

(3.5)

hj(x) = cj + 
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cu proprietatea că 

(3.6)

E((((j) – h(X))2 ( E((((j) – b0  - 
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Mai întâi vom demonstra un analog al Corolarului 1.5 din lecţia anterioară. De fapt pe noi ne interesează să dăm o predicţie asupra variabilei aleatoate Xj,t+1, şi nu să aproximăm pe (((j).


LEMA 3.1. Fie X o variabilă aleatoare din L1 . Fie F, G două (-algebre. Presupunem că G este independent de G şi de X. Atunci E(X(F(G) = E(X (F ).


Demonstraţie. Cum E(X(F ) este F(G – măsurabilă, trebuie arătat numai că pentru orice mulţime C ( F (G este adevărată egalitatea E(E(X(F)1C) = E(X1C) . Dacă C = A ( B cu A (F , B ( G  atunci egalitatea este adevărată deoarece E(E(X(F)1A(B) = E(E(X(F)1A1B) = E(E(X1A(F)1B) = E(E(X1A(F))P(B) (căci E(X1A(F) este independentă de 1B) = E(X1A)P(B) = E(X1A)E(1B) = E(X1A1B) (deoarece 1B este independentă de X1A)  =   E(X1C). Apoi urmează un raţionament standard : mulţimile de forma C = A(B cu A (F , B ( G  formează un sistem de generatori închis la intersecţii finite pentru F(G iar mulţimile C cu proprietatea că E(E(X(F)1C) = E(X1C) formează un (-sistem, etc. (

COROLAR 3.2. (i). E(Xj,t+1((Ci)1 ( i ( k) = E(Xj,t+1(Cj) = E((((j)(Xj) 


(ii). E(Xj,t+1(X) = E((((j)(Xj) = E(Xj,t+1(Xj)


Demonstraţie. Am presupus că toate contractele sunt independente. Aplicăm lema de mai sus cu Xj,t+1 în loc de X, ((Cj) în loc de F şi ((( Ci)1(i(k, i ( j) în loc de G: deci E(Xj,t+1((Ci)1 ( i ( k) = E(Xj,t+1(Cj). A doua relaţie este corolarul 1.5 din lecţia anterioară. A doua relaţie rezultă din faptul că E(Xj,t+1(X) = E(E(Xj,t+1((Ci)1 ( i ( k )(X) = E(E((((j)(Xj)(X) = E((((j)(Xj) ; ultima egalitate este de fapt chiar corolarul 1.5 din lecţia anterioară. (

Se poate demonstra mai mult. 


Revenim pentru moment la Corolarul 1.5. din lecţia anterioară. Se ştie că media condiţionată de o (-algebră F este proiectorul ortogonal pe subspaţiul Hilbert L2(F). Mai precis, dacă X ( L2((,K,P) , atunci E(X(F) = 
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. Cu riscul plictisirii cititorului, explicăm puţin ce înseamnă aceasta.


Să spunem că V este un spaţiu Hilbert  Deci pe acest spaţiu avem un produs scalar iar norma este definită prin ║x║2 = (x,x( . Fie H ( V un subspaţiu închis şi H( = (y ( V ((x,y( = 0(ortogonalul său. H( este de asemenea un subspaţiu închis al lui V.  Spaţiile Hilbert au o proprietate crucială numită « Teorema proiecţiei ortogonale » :  orice x ( V se scrie în mod unic ca x = xH + xH* unde xH ( H iar xH* ( H(.  Aplicaţia x ( xH se numeşte proiecţia ortogonală a lui x pe H. I se spune aşa deoarece x – xH ( xH . Vom nota proiecţia ortogonală PrH . Proiecţia ortogonală are următoarele proprietăţi: 

(i).
este un operator liniar (adică PrH (ax+by) = aPrH (x) + bPrH (y) ( a,b ( (, x,y ( V)

(ii).
 care este proiector (adică PrH (PrH(x)) = PrH (x) ( x) 

(iii).
continuu (de fapt de normă 1) 

(iv).
Dacă H ( K ( V atunci PrH ( PrK  = PrH . 

(v).
Dacă H ( K atunci PrH + K =  PrH  + PrK (într-adevăr, scriem unic x = xH + xK+y cu xH ( H, xK ( K şi  y ( (H+K)( = H((K() 

(vi)
Dacă x(H atunci PrH(x) = 0 (căci dacă x = xH + y cu xH ( H, y ( H( atunci 0 = (x,xH( = (xH,xH( + (y,xH( = ║xH║2 + 0 ) 

(vii).
Dacă x(K şi H (K atunci PrH + K (x) =  PrH (x) (se aplică (v). şi (vi).) 


Aici se subînţelege că H şi K sunt subspaţii închise ale lui V.
Ceea ce este mai important pentru cazul nostru, proiecţia ortogonală pe H coincide cu proiecţia metrică pe H. 

Proiecţia metrică se defineşte altfel (definiţia are sens pentru o clasă mai largă de spaţii Banach!) . Anume să considerăm funcţia fx : H ( (0,() dată prin fx(u) = ║x - u║. Această funcţie este convexă şi limt((fx(tu) = (. Nu înseamnă neapărat că are un punct de minim (pentru cultura generală : dacă spaţiul Banach V are proprietatea că funcţia fx are cel puţin un punct de minim pentru  orice subspaţiu închis H ( V , atunci el este reflexiv – teorema Eberlein !) . Spaţiile Hilbert sunt reflexive, deci în cazul nostru un asemenea punct de minim y există. El se numeşte element de cea mai bună aproximare a lui x în H. Uneori se întîmplă ca acest element de cea mai bună aproximare să fie şi unic. (Pentru cultura generală : dacă elementul de cea mai bună aproximare este unic, atunci spaţiul V este reflexiv şi strict convex . Reflexiv = V coincide cu bidualul său V’’ iar strict convex înseamnă că dacă x,y ( V sunt liniar independenţi, atunci ║x + y║ ( ║x║ + ║y║ ).  Spaţiile Hilbert sunt strict convexe deoarece (║x║ + ║y║)2 – (║x + y║)2 = 2(║x║(║y║ - (x,y() = 0 ( x = ty , t ( (, deci x şi y sunt coliniari , după cum rezultă din inegalitatea Schwartz – Cauchy – Buniakowski. 

Deci dacă V este reflexiv şi strict convex atunci oricărui x i se ataşează un element din H unic care să fie element de cea mai bună aproximare a lui. Acest element se numeşte proiecţia metrică a lui x pe H. Să îl notăm , de exemplu, PmH(x). 

Se ştie că în spaţiile Hilbert cele două proiecţii coincid. Într-adevăr, nu este complicat. Dacă xH = PrH( x) şi y ( H, atunci ║x-y║2 = ║(x – xH) + (xH – y)║2 = ║x - xH║2 + ║xH - y║2 + 2( x – xH, xH – y ( . Dar x – xH este ortogonal pe H iar xH - y ( H – deei produsul scalar este egal cu 0. Rezultă  ║x-y║2 = ║x - xH║2 + ║xH - y║2 ( ║x - xH║2 ( y ( H deci proiecţia ortogonală coincide cu proiecţia metrică. Vom numi « proiecţia pe H » proiecţia ortogonală = metrică pe H..

Revenind la contextul din corolarul 1.5, lecţia precedentă, , g(X) este proiecţia lui Xt+1 pe L2(X) iar estimatorul Buhlman h(X) este proiecţia lui Xt +1 pe spaţiul închis generat de X în L2. Să notăm acest spaţiu cu sp(X). Fie H spaţiul generat de 1 şi X.  Paragraful 2 din lecţia precedentă ne spune că h(X) = PrH(Xt+1).  Am văzut că g(X) = 
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(Corolarul 1.5 din  lecţia precedentă). De aceea şi h(X) = PrH(((()). Motivul este foarte general, şi anume :

LEMA 3.3. Fie V un spaţiu Hilbert şi H ( K două subspaţii închise. Fie x,y ( V ca PrK x = PrK y.  Atunci PrH x = PrH  y.  


Demonstraţie. Evident: PrH x = PrH PrK (x) = PrH PrK (y) =  PrH  y.  ( 


Corolar. 3.4.   Fie H un spaţiu închis din L2 astfel ca sp(X) ( H ( L2((,((X),P). Atunci 

(3.7) PrH (Xt+1) = PrH (((())

Demonstraţie. Este Lema 1.3 aplicată în următorul context: K este L2(((X)) , x este ((() şi y este Xt+1. (
Revenind la corolarul 1.2 (ii), ştim că E(Xj,t+1(X) = E((((j)(Xj)  = E(Xj,t+1(Xj). Atunci pentru orice subspaţiu H din L2((,((X),P) avem că PrH (Xj,t+1) = PrH ((((j)). În particular, dacă H = sp(1,X) , atunci  
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 - proiecţia metrică pe H a variabilei aleatoare (j  -  coincide şi cu PrH (Xj,t+1).

Fie Hj = sp(1,Xj) ( L2(((Xj)) ( L2(((X)) . Egalitatea E((((j)(Xj)  = E(Xj,t+1(Xj) implică atunci 


TEOREMA 3.5.  În ipotezele a., b., c. de mai sus 

(3.8)
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 = (1- z)m + zMj

unde Mj = (Xj,1 + Xj,2 + … + Xj,t) / t

Demonstraţie. Fie Yi,r = Xi,r – EXi,r = Xi,r – m. Fie Yi = (Yi,r)1(r(t şi Y  = (Yi)1(i ( k . Să observăm că spaţiile Hi pot fi caracterizate şi prin Hi = sp(1,Yi), H = sp(1,Y) .

Atunci  
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 = PrH (Xj,t+1) = PrH (Yj,t+1) + m  (căci H conţine constantele) =  PrH (E(Yj,t+1(X)) + m 

= PrH (E(Yj,t+1(Yj)) + m . Fie Zj = E(Yj,t+1(Xj)  Dar Zj este independentă de Xi dacă i ( j. Având media egală cu 0,  Zj ( Yi,r pentru orice i ( j şi 1 ( r ( t. Să scriem H = Hj(Kj unde Kj = sp(Yi,r(1( i ( k , i ( j, 1 ( r ( t). Cum Zj ( Kj , proprietatea (vii) a proiecţiei ortogonale implică  PrH (Zj) = 
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 (E(Yj,t+1(Yj)) + m = 
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 (E(Yj,t+1 + m(Xj)) = 
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 (E(Xj,t+1(Xj)) = 
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 (Xj,t+1) (aplicăm proprietatea (iv). a proiecţiei ortogonale cu Hj în loc de H şi L2(Xj) în loc de K ). Dar teorema Buhlman spune că 
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 (Xj,t+1) = (1- z)m + zMj . (

Dar dacă schimbăm spaţiul de proiecţie ? 


În statistică apar şi alte tipuri de estimatori, care nu mai corespund întotdeauna proiecţiei pe un subspaţiu. Spre exemplu, estimatorul 
[image: image20.wmf]X

= (X1 + X2 + …+ Xt)/t , notat de noi cu M , nu este un proiector pe un subspaţiu al lui L2 . Într-adevăr, dacă presupunem că variabilele Xj sunt din L2 şi  EXiXj = a (dacă i ( j) sau a + b (dacă i = j) atunci  (Xt+1 - 
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, Xj ( = a – (ta+b)/t = b/t = 0 ( b = 0 ( EX12 = EX1X2 = EX22 ( E(X1-X2)2 = 0 ( Xj = X1 a.s. ( j . Deci, dacă nu suntem în cazul trivial, 
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nu poate fi proiector ortogonal pe nici un spaţiu care conţine variabilele (Xj)1(j(t . 


Şi totuşi, 
[image: image23.wmf]X

este un proiector, dar nu pe un subspaţiu al lui L2, ci pe o varietate afină. 
 
Definiţie. Fie V un spaţiu Hilbert şi D ( V . Atunci D se numeşte varietate afină dacă ( x,y ( D, ( a,b ( ( ca a+ b = 1 ( ax + by ( D.


LEMA 3.6. 

(i).
D este varietate afină ( D = u + H unde H ( V este un subspaţiu. D este închisă ( H este închis.

(ii).
Fie D o varietate afină, n ( 2 şi (ai)1(i(n ( (n astfel ca a1 + a2 + … + an = 1. (Numerele ai formează o combinaţie afină!). Fie x1,x2,…,xn ( D. Atunci a1x1 + … + anxn ( D. 

(iii).
H nu depinde de u ( D.  Deci H = D – D.

(iv).
Dacă D este o varietate afină atunci există un unic u ( D ca D = u + H cu H un subspaţiu şi u(H. Să numim acest vector u proiecţia lui 0 pe D. El are proprietatea că ║u║ = d(0,D) = inf (║x║; x ( D(. Numim scrierea D = u + H, u ( H reprezentarea normală a varietăţii afine D. 

(v).
Fie D = u + H o varietate afină închisă scrisă normal. Atunci definim

(3.9)
PrDx := u + PrH x = PrD(0) + PrH x
şi numim funcţia PrD : V ( D proiecţia pe D. Atunci PrD este proiecţia metrică pe D  în sensul definit mai sus: ║x - PrD(x)║ = inf (║x - z║; z ( D(
Demonstraţie.

(i). 
Să presupunem că D este varietate afină. Fie u ( D oarecare şi fie H = D – u  = (x-u(x ( D( . Atunci H este un subspaţiu vectorial. Într-adevăr,  dacă x ( D şi t ( ( atunci tx + (1-t)u = u + t(x – u ) ( D. Altfel spus, u + tH ( D ( t ( ( ( tH ( H ( t ( (. Deci x ( H , t ( ( ( tx ( H. Pe de altă parte, dacă x,y ( H ( ( x’, y’ ( D ca x = x’ – u, y = y’ – u  ( (x + y)/2 = ½(x’+ ½(y’ – u ( H (căci   ½(x’+ ½(y’ ( D!) de unde x+y = 2(
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( H sau H + H ( H. Deci

(3.10) tH ( H , H + H ( H 

adică H este un subspaţiu. Reciproc, dacă H este un subspaţiu , u ( V atunci D = u + H este evident o varietate afină căci x,y ( D ( x = u + x’, y = u + y’ cu x’, y’ ( H ( ax + by = (a+b)u + (ax’ + by’) = u + ax’ + by’ (dacă a+b = 1) ( D. A doua afirmaţie rezultă din faptul că translaţia x ( x + u este o izometrie în orice spaţiu Banach. 

(ii).
Inducţie. Presupunem afirmaţia adevărată  pentru n şi o verificăm pentru n+1. Fie (ai)1(i(n+1 ca a1+…+an+1 = 1. Există o submulţime de n numere ai a căror sumă să fie nenulă (căci ai nu pot fi toţi egali cu 1!). Să presupunem că a* := a1 + …+ an ( 0. Deci an+1 = 1 – a*.  Atunci scriem a1x1 + … + anxn + an+1xn+1 = a* 
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+ (1-a*)xn+1 . Vectorul din paranteză apartţine lui D prin ipoteza de inducţie iar combinaţia totală este în D prin definiţie.

(iii).
Trebuie arătat că dacă u,v ( D atunci D – u = D – v . Fie x ( D. Atunci x – u =  (x + v – u) – v ( D – v deoarece x + v – u ( D (aplicăm punctul precedent cu n = 3, (ai) = (1,1,-1) şi (xi) = (x,v,u)! ) deci D – u ( D – v. Analog şi D – v ( D – u. 

(iv).
Fie v ( D oarecare şi H = D – v. Ştim că H este subspaţiu şi că D = u + H ( u ( D. Fie  atunci      u (  D (H( . Însemnă că D = u + H , u ( H(. Unicitatea : v = u + (v-u) Din (iii) avem că v – u ( H . Cum u ( H( avem că u ( (v-u). Analog şi v ( (v-u) ( (u-v)((u-v) ( u = v. Fie acum x ( D oarecare. Atunci x-u ( H ( u ( (x-u) ( ║x║2 = ║u║2 + ║x-u║2 (teorema lui Pitagora!) ( ║u║2. 

(v).
Fie x ( V, y = PrH x , z ( D. Deci z = u + z’, z’ ( H. Atunci x – z = (x –   y – u )  – ( z’ – y). Primul vector este în H( (căci x – y ( H( din definiţia proiecţiei ortogonale iar u ( H( din reprezentarea canonică; iar H( este un subspaţiu închis al lui V) iar al doilea este în H . 

Din teorema lui Pitagora ║x – z║2 = ║x – y – u ║2 + ║z’ – y ║2  = ║x –PrD x║2 + ║z – PrD x ║2 (  ║x –PrD x║2 ceea ce încheie demonstraţia. (
Concluzia este că proiecţia pe o varietate afină închisă este de fapt proiecţia pe un subspaţiu translatată cu un vector. 

Să notăm cu aff(C) varieatea afină închisă generată de C ( V. Este uşor de văzut că 

(3.11) aff(C) = cl(
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unde prin cl am notat închiderea mulţimii.

COROLAR 3.7. Fie (Xj)j un şir de variabile aleatoare din L2 cu proprietatea că EXj = m ( j şi Cov(Xi,Xj) = a + s2(i,j. Fie t ( 2 şi M = (X1 + X2 + …+ Xt)/t . Atunci 

(3.12) M = Praff(X)(Xt+1) = Praff(X)(0)

Demonstraţie. Se poate face în mai multe feluri. Noi vom aplica formula (3.9). Fie D = aff(X). Deci Z ( D ( Z este de forma Z = c1X1 + c2X2 + … + ctXt unde c1 + … + ct = 1.   Fie Y = Praff(X)(0). Înseamnă că  0 – Y  ( H  ( Y(H . Rămâne să calculăm H = D - D. Este uşor de văzut că

(3.13)

H = ( c1X1 + c2X2 + … + ctXt ( c1 + … + ct = 0( = sp(Xi - Xj ( 1 ( i,j ( t (
Ca atare Y(H ( Y ( (Xi – Xj) ( 1 ( i,j ( t  sau

(3.14)                ( c1X1 + c2X2 + … + ctXt , Xi-Xj ( = 0 ( 1 ( i,j ( t  

Efectuînd calculele vedem că ( Xr,Xi-Xj( = Cov(Xr,Xi) – Cov(Xr,Xj) poate lua trei valori: dacă r ((i,j( este 0, dacă r = i este s2 iar dacă r = j este – s2. Deci (3.14) devine s2(ci – cj) = 0 ( ci = cj ( i,j . (Cazul s2 = 0 ar implica Xi = Xj ( i,j , deci nu ar fi interesant! ) Cum suma coeficienţilor ci este egală cu 1 rezultă că ci = 1/t ( i deci Y = (X1 + …+ Xt)/t = M. 

Pe de altă parte ( Xt+1,Xi - Xj( = a - a = 0 ( i ( j ( Xt ( H ( PrH(Xt+1) = 0. 

Ne punem acum problema proiecţiei variabilei Xj,t+1 pe aff(X) dacă suntem în situaţia celor k contracte independente care satisfac condiţiile a,b,cde mai sus. 


Atunci obţinem ceva care se numeşte estimatorul liniar omogen al lui (((j) (sau al lui Xj,t+1, după cum rezultă din Corolarul 3.2 combinat cu proprietatea (iv) a proiecţiei ortogonale ). 


PROPOZIŢIA  3.8.Fie D = aff(X) şi H = D – D. Atunci

 
PrD(Xj,t+1) = zMj + (1-z)M0 = PrD((((j)) 

unde M0 este media generală : M0 = (M1 + M2 + … + Mk)/k iar z = 
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 este coeficientul de credibilitate.


Mai mult, PrD(0) = M0 şi , PrH(Xj,t+1) = z( Mj – M0) .


Demonstraţie.  Să observăm că

(3.15) D = aff(X) = (
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(3.16) H =sp(Xi,p-X​i’,p’ ( 1 ( i,i’ ( k, 1 ( p,p’ ( t(= (
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Din ipotezele a,b,c rezultă că

(3.17)

   ( Xj,r , Xi,p ( = m2 + a(j,i + s2(j,i(r,p .

 Deci 

(3.18)

( 
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cj,rXj,r ,Xi,p-Xi’,p’ (  = aSi + s2ci,p – (aSi’ + s2ci’,p’) = a(Si – Si’) + s2(ci,p – ci’,p’) 

Am notat cu Si suma ci,1 + ci,2 + … + ci,t .

Fie Y = PrD(0). Deci Y ( D şi Y ( H . Din (3.16), condiţia care trebuie îndeplinită este ca 

(3.19)

Y ( (Xi,p-Xi’,p’)     (  1 ( i,i’ ( k, 1 ( p,p’ ( t 

Înlocuind în (3.18) rezultă condiţiile

(3.20)

a(Si – Si’) + s2(ci,p – ci’,p’) = 0 , (  1 ( i,i’ ( k, 1 ( p,p’ ( t

Dacă punem i = i’ deducem că ci,1 = ci,2 = … = ci,t  = S i/t deci Si = tci,1; înlocuind în (3.20) pentru i(i’ deducem că (ta + s2)(ci,1 – ci’,1) = 0  ( i ( i’  ( c1,1 = c2,1 =  … = ck,1 adică toţi coeficienţii cj,r sunt egali. Din (3.15) urmează imediat că cj,r = 
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- cu  notaţiile de la (3.8). Adică proiecţia originii pe D este media aritmetică a tuturor observaţiilor, notată cu M0. 


Calculăm acum Z = PrH(Xj,t+1). De data aceasta vom apela la metoda multiplicatorilor lui Lagrange, deşi s-ar putea proceda analog, impunînd condiţia ca Z ( H şi Z ( (Xi,p-Xi’,p’) ( i,i’,p,p’.

 Avem de minimizat funcţia convexă f(c) = E[(Xm,t+1 - 
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(3.21)

F(c,() = E[(Xm,t+1 - 
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Derivata parţială faţă de ci,p​ este 
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Impunând condiţia ca 
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(3.22)
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Folosind  (3.17)  sistemul devine

(3.23) m2
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(3.24)

aSi + s2ci,p = m2 + a(m,i + ( ,  1 ( i ( k , 1 ( p ( t
Dacă i ( m este fixat , egalitatea de mai sus devine 

aSi + s2ci,p = m2 + ( ( 1 ( p ( t ( ci,1 = ci,2 = … = ci,t = 
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dacă i = m atunci rezultă aSi + s2ci,p = m2 + a + ( ( 1 ( p ( t ( cm,1 = cm,2 = … = cm,t = 
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Punem condiţia ca 
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(3.24) cj,r = 
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Deci Z = 
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= z(Mj – M0). 

Faptul că (((j) are aceleaşi proiecţii rezultă imediat din faptul că (Xi,p,Xj,t+1(  = (Xi,p,(((j)( ( i,p.   (

Să notăm estimatorul liniar omogen al lui (((j) cu 
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((j). El depinde de doi parametri necunoscuţi, de a  şi s2 . Deci nici el nu este o statistică. Este un estimator bayesian nedeplasat ăentru m.


4. Estimarea parametrilor m,a şi s2

Ne punem acum problema de a estima pe baza datelor de observaţie X cei trei parametri m, a şi s2. Acum este o problemă de statistică obişnuită: căutăm trei estimatori nedeplasaţi pentru aceste cantităţi.


Unul din ei l-am găsit deja: M0 este un estimator pentru m. 

PROPOZIŢIA 4.1. În ipotezele a,b,c de la paragraful 3 statistica

(4.1) 
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este un estimator nedeplasat pentru s2. Varianţa lui este

(4.2)

Var(
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Demonstraţie. Condiţionat de (j, variabilele aleatoare Xj,r sunt independente şi identic repartizate. Înseamnă că E(
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((j) = Var(Xj,r((j) – căci ştim că pentru variabile aleatoare i.i.d.  
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este într-adevăr un estimator nedeplasat pentru varianţă. 

În concluzie E(
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) = E(Var(Xj,r((j)) = s2 (din 3.4). 

Pe de altă parte variabilele aleatoare 
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sunt independente şi identic repartizate , de unde rezultă imediat (4.2).(

Este complicat de a calcula varianţa estimatorului 
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. Observăm că decisiv pentru minimizarea lui este creşterea numărului de contracte independente, k. 

Totuşi, putem calcula varianţele estimatorilor Mj şi M. Apare o evidentă deosebire faţă de cazul i.i.d., cînd aceste varianţe tind la 0 o dată cu creşterea numărului de observaţii, t :

PROPOZIŢIA 4.2. În ipotezele a,b,c de la paragraful 3 avem

(4.3)

Var(Mj) = a + 
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, Var(M0) =  
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Demonstraţie. Fie Sj = Xj,1 + Xj,2 + … + Xj,t . Atunci Var(Mj) = 
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(a + (p,qs2) = t2a + ts2 . A doua afirmaţie rezultă imediat din faptul că variabilele aleatoare Mj sunt independente. (
PROPOZIŢIA 4.3. În ipotezele a,b,c de la paragraful 3 variabila aleatoare

(4.4)
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este un estimator nedeplasat pentru a.

Demonstraţie. Se ştie că dacă Mj sunt variabile aleatoare i.i.d. atunci 
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 este un estimator nedeplasat pentru Var(Mj). Din propoziţia anterioară ştim că Var(Mj) = a + 
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Înseamnă că E(
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 este un estimator nedeplasat pentru s2. Înseamnă că E(
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Observaţie.  Precizia estimatorilor este dată de varianţa lor. Pentru ca să aibă sens, ar trebui adăugată ipoteza că în modelul nostru bayesian , variabilele aleatoare Xj,r au moment de ordin 4. De asemenea vedem că nu contează aşa de mult t (= istoricul ) cît contează k – numărul de contracte independente. 

COROLAR 4.4. Variabila aleatoare

(4.5) 
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este un estimator pentru coeficientul de credibilitate z care este consistent în k : adică k ( ( ( 
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Demonstraţie. Din legea nunmerelor mari aplicată variabilelor aleatoare i.i.d. (Mj)j  ştim că limita aproape sigură  a.s.limk((
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Observaţie.  În general estimatorul 
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nu este nedeplasat, căci nu avem motive să credem că o formulă de tipul E
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 ar putea fi adevărată, chiar în ipoteze restrictive. Dacă X şi Y sunt independente, de exemplu, atunci E
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 se poate calcula, este diferit de 
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. Ca amuzament, dacă X şi Y sunt i.i.d. atunci egalitatea este adevărată!


5. Condiţii în care estimatorul Buhlman coincide cu media condiţionată.


Revenim în contextul din capitolul II: avem observaţiile X = (X1,…,Xt) şi modelul Bayesian 

(5.1) P(X1 ( B1,….,Xt ( Bt (() =  Q((,B1)….Q((,Bt) ( Br ( B((), 1 ( r ( t

(5.2) Q(() = fX((=(( (
(5.3) P((-1 = u((
Reamintim că ((() = E(Xr(().  În aceste condiţii media aposteriori este 
(5.4) g(X) = E(((()(X) = 
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= E(Xt+1(X)
iar estimatorul Buhlman

(5.5)
h(X) = Prsp(1,X)(Xt+1) = Mz + (1-z)m 
cu 

m = EXr, M = (X1 + … + Xt)/t,  z = 
[image: image102.wmf]2
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, a = Var (((), s2 = E(Var(X1(())
Tot demersul de pînă acum ar fi inutil dacă nu ar exista cazuri întîlnite în statistică care estimatorul Buhlman h(X) ar coincide cu g(X) . Un exemplu în care chiar aşa se întîmplă s-a dat în capitolul I. 

Dăm acum o generalizare a lui.

Definiţie. Densitatea fX((=( se numeşte familie exponenţială dacă este de forma 

(5.5) fX(( = ((x) = p(x)e-(x/q(()

unde se subînţelege că spaţiul parametrilor E = [0,(). Se presupune că funcţia q(() este derivabilă.


În acest caz densitatea vectorului X este

(5.6)
fX(( = ((x) = 
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Să presupunem că densitatea u a variabilei aleatoare ( este de forma

(5.7)
u(() = 
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 unde (,( ( [0,() iar C((,() este o constantă de normare.


În aceste condiţii densitatea aposteriori este 

(5.8)
f((X = x (()= 
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adică este de acelaşi tip ca şi densitatea apriori. Spunem că familia aceasta de densităţi este o familie conjugată.. 


PROPOZIŢIA 5.1. Dacă modelul bayesian este exponenţial, densitatea apriori este de forma (5.7) şi u(0) = u(() = 0  atunci g şi h , definiţi prin (5.4) şi (5.5) coincid. 


Demonstraţie. Ideea este să arătăm că g(X) este de forma c0 + ( c, x(. Ştim că estimatorul Buhlman este cel mai bun de acest tip. Fie f((x) = fX(( = ((x)
Din faptul că f( este o densitate deducem că q(() = 
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d((x) . Derivînd (putem deriva sub integrală căci putem aplica teorema Lebesgue de convergenţă dominată!) găsim  q’(() =     - 
[image: image107.wmf]ò

q

-

x

e

x

xp

)

(

d((x) =      - q(()
[image: image108.wmf]ò

q

q

-

)

(

)

(

q

e

x

p

x

x

d((x) = - q(()
[image: image109.wmf]ò

x

f((x)d((x) = - q(()E(Xr(( = () = - q(()((() de unde 

(5.9)

((() = - 
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Pe de altă parte , derivând u(() şi folosind (5.9) găsim 

(5.10) u’(() = ((((() - ()u(()

Integrînd şi folosind condiţiile u(0) = u(() = 0 rezultă

0 = 
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Dar integrala din stînga este E((() = EXr = m= 
[image: image116.wmf]b
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Acum facem exact aceleaşi calcule folosind densitatea aposteriori (5.8). Avem

g(X) = E(((()(X) = 
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Rezultă atunci că g(X) = 
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. Ori, aceasta este de forma c0 + ( c, x(., ceea ce încheie demonstraţia. (
Un caz particular este dacă modelul este Poisson: repartiţia Poisson este de forma (5.5). Aici măsura ( este măsura cardinal pe mulţimea numerelor naturale.. 
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